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Resumen: La inteligencia artificial (1A) ha venido creciendo durante los Ultimos afios en
el area de la salud con el desarrollo de sistemas de apoyo a la toma de decisiones clinicas.
Con este trabajo se logré desarrollar un algoritmo de aprendizaje profundo capaz de
clasificar imagenes mamograficas en cinco categorias (normal, microcalcificacion
benigna, nédulo benigno, microcalcificacion maligna y nddulo maligno) con un enfoque
prioritario en la deteccién temprana del cancer de mama, aplicando la técnica de
transferencia de aprendizaje. Se usaron los conjuntos de datos DDSM y CBIS-DDSM,
disponibles en la web, para el entrenamiento y validacion de la red neuronal
convolucional obteniendo un AUC del 0.9838 y 0.9773 respectivamente. Estos resultados
demuestran el gran potencial que la IA trae para el area de la salud, y los beneficios que
genera en esta y otras patologias al reducir el porcentaje de falsos positivos y falsos
negativos que son elementos importantes en el diagndstico.

Palabras clave: Inteligencia artificial, aprendizaje profundo, red neuronal convolucional,
transferencia de aprendizaje, clasificacién de imagenes, cancer de mama, deteccion
temprana.

Abstract: Artificial intelligence (Al) has been growing in recent years in the health area
with the development of support systems for clinical decision making. With this work, it
was possible to develop a deep learning algorithm capable of classifying mammographic
images into five categories (normal, benign microcalcification, benign nodule, malignant
microcalcification and malignant nodule) with a priority focus on the early detection of
breast cancer, applying the technique of learning transfer. The DDSM and CBIS-DDSM
data sets, available on the web, were used for the training and validation of the
convolutional neural network obtaining an AUC of 0.9838 and 0.9773 respectively. These
results demonstrate the great potential that Al brings to the health area, and the benefits it
generates in this and other pathologies by reducing the percentage of false positives and
false negatives that are important elements in the diagnosis.

Keywords: Artificial intelligence, deep learning, convolutional neural network, transfer
learning, image classification, breast cancer, early detection.
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1. INTRODUCCION

Segin el Observatorio Global de Cancer
(GLOBOCAN) en su ultimo informe publicado, el
tipo de cancer mas frecuente en las mujeres de todo
el mundo es el cancer de mama con un total de
2°088.849 nuevos casos registrados (Global Cancer
Observatory, 2018). Existen multiples factores de
riesgo y la tasa de supervivencia varia de acuerdo
al estadio en que se detecta la enfermedad. El
diagndstico tardio disminuye hasta un 7% las
probabilidades de supervivencia, mientras que, si el
tejido tumoral se logra detectar en estadio
temprano, la tasa de supervivencia puede llegar a
ser del 99%. En base a esta realidad se propuso el
desarrollo de una herramienta soporte con enfoque
en la deteccion temprana de carcinomas mamarios
mediante un modelo de red neuronal convolucional
para la clasificacion de parches de imagenes
mamogréficas, donde se  evaluaron  tres
arquitecturas distintas para el mismo conjunto de
datos determinando que la mejor opcién para este
caso era la VGG16, tanto por los resultados
obtenidos en las métricas de evaluacién como por
el tiempo reducido de entrenamiento en
comparacion a las demas (ResNets0 e
InceptionV3), (Chacon G, et al, 2018), Rios, Y., et
al, 2020).

2. CONJUNTO DE DATOS

Para la construccién del dataset se tuvieron en
cuenta las bases de datos DDSM con 2.620
estudios de los cuales se tomaron Unicamente 695
que hacen referencia a 2.780 imégenes de pantalla
completa en formado LIPEG pertenecientes a la
categoria normal (N) (Rose, 2006); y CIBIS-
DDSM con 1.815 mamografias en formato
DICOM distribuidas en cuatro categorias: nédulo

maligno  (NM), nédulo  benigno  (NB),
microcalcificacion maligna (MM),
microcalcificacion benigna (MB), y que, a

diferencia de la primera, contaba con las regiones
de interés (ROI) (Nolan, 2020). Fue necesario
generar las ROI para el primer conjunto de datos, y
se formaliz6 un dataset de 4.595 parches de
imagenes a los que posteriormente se les hicieron
recortes con variaciones en la posicién para
aumentar el ndmero de datos, obteniendo un total
de 23.527. Finalmente, de este total se tomaron
Unicamente  12.000 imagenes  distribuidas
equitativamente en las cinco categorias, como se
detalla en la Tabla 1, con el fin de tener un
conjunto de datos balanceado.
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Tabla 1. Distribucion de datos por categoria.

N NM NB MM MB

N° de datos 2.707 2.661  2.553 1.832 2.247

Nota. Fuente propia
3. METODOLOGIA

Una vez definido el nimero total de datos, se inici6
el procesamiento de los mismos para llevar a cabo
el entrenamiento de la red neuronal.

3.1 Metodologia de los datos.

Se tuvieron en cuenta cuatro etapas para el
tratamiento de los datos (Figura 1).

En primer lugar, se descargaron las bases de datos
anteriormente descritas, de los servidores de la
Universidad del Sur de Florida y el Archivo de
Imégenes de Céancer.

USF: University of South Florida.
TCIA: The Cancer Imaginzg Archive.
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Figura 1. Metodologia empleada para el
tratamiento de los datos. Fuente propia.
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El pre-procesamiento de los datos inicié con
renombrar las imagenes para poder asociarlas a
cada paciente ya que la informacién de cada uno
venia separada por directorios y subdirectorios,
pero sin un identificador Unico dentro del conjunto
total de datos. Se concatend el nombre del
directorio, del subdirectorio y del archivo como se
muestra en la Figura 2.

paciente 301_BMLO
Full ROI
; !
] ]
i i
Y Y

001.dan

MNombre original: 001.dom

Fenombramiente: pacente (01 _FEALO_full 001.dom

Figura 2. Ejemplo renombramiento de archivos.
Fuente propia.

Posteriormente, haciendo uso de las herramientas
jpeg.exe, ddsmraw2pnm.exe (Jalandhar y Sharma,
2016) y la libreria Pydicom se convirtieron las
imagenes a formato PNG para poder ser utilizadas
en la red neuronal; se eligié este formato ya que es
el recomendado para evitar la pérdida de calidad en
las imagenes (Nolan, 2020). Ademds, como se
menciond anteriormente, para el conjunto de datos
DDSM fue necesario generar las ROl y se
establecié un tamafio de 450x450 px para todas las
mascaras. Debido a las dimensiones que exigen las
redes neuronales convolucionales, se generaron
recortes definiendo un tamafio estandar de
299x299 px. Las etiquetas correspondientes a cada
imagen, estaban disponibles en un archivo CSV y
fue necesario asociarlas mediante un dataframe
para poder crear los cinco archivos tfrecords con
los que se entrend cada modelo.

Culminada la etapa de pre-procesamiento fue
necesario adaptar los datos para cada red. Para
esto, lo primero que se hizo, fue tomar los archivos
tfrecords que se habian generado, y se
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decodificaron, obteniendo de esta forma, las
imagenes (data) y etiquetas (labels) por aparte. Las
dimensiones que anteriormente se habian
estandarizado de 299x299 px, tuvieron que
modificarse conforme al tamafio de entrada
requerido por las arquitecturas seleccionadas
(Tabla 2). Este proceso, se llevo a cabo mediante el
uso de la libreria OpenCV, facilitada por Python.

Tabla 2. Dimensiones de entrada

ResNet 50 VGG16  InceptionV3

Tamafio de

entrada 224244

244x244 299x299

Nota. Fuente propia.

Ademés de los cambios en la dimension de las
imagenes, fue necesario convertir la data, a RGB
(red, green and blue), ya que los modelos
requerian que las entradas tuvieran estos tres
canales. De igual manera, se hizo mediante la
libreria OpenCV.

Figura 3. Imagen diagndstica antes y después de
ser convertida a RGB. Fuente Propia.

Con respecto a las etiquetas, por medio de la
libreria Numpy, se les indic6 que adquirieran un
valor categorical. De esta manera, cada etiqueta
quedaba representada por medio de un arreglo que
contenia un 1 en la posicién correspondiente a su
etiqueta, y lo demas con ceros. Por ejemplo, el
arreglo [1, O, O, 0, 0], representaba la etiqueta
“normal”, el arreglo [0, 1, 0, 0, 0], representaba la
etiqueta “microcalcificacion benigna”, y asi
sucesivamente.

Finalmente, se definieron dos escenarios de
segmentacion de los datos, en primer lugar 70%
para training y 30% para test con el que se realizé
una primera prueba con el fin de determinar cuél
era el modelo 6ptimo de acuerdo a los criterios de
decision planteados. Y en segundo lugar el
escenario de 90% para training y 10% para test,
aplicado exclusivamente para el modelo elegido.
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3.2 Seleccién y construccion de la red neuronal

Para la seleccion de la arquitectura se tuvo en
cuenta principalmente el tiempo de entrenamiento
del modelo debido a las limitaciones
computacionales presentados en el desarrollo del
proyecto. En tanto, la red seleccionada fue VGG16
y presentd la siguiente configuracion de pardmetros
(Tabla 3):

Tabla 3. Configuracién de parametros VGG16

Pardmetro Valor
Tamafio de entrada 224x224
Tamafio de batch 32
N° de Epocas 70
Optimizador adam
Tasa de aprendizaje 1x107%, 1x10*%, 1x10°
Include_top false
Weights imagenet
Pooling avg
Clases 5
Classifier_activation Softmax

Nota. Fuente propia.

Se defini6 como false el parametro include_top
para tomar Unicamente los bloques
convolucionales, es decir, las full conected layers y
la capa densa de prediccidn, ubicadas en la parte
superior de la arquitectura, fueron removidas. El
parametro weights carga los pesos predeterminados
que el modelo VGG16 trae consigo, esto para que
la red no tome pesos aleatorios, sino que inicie con
pesos ya ajustados. Se definio, ademas, las
dimensiones de entrada en (224, 224, 3), puesto
que esta es la forma recomendada por la
arquitectura para su input layer. Para minimizar el
namero total de pardmetros se agregd una global
average pooling layer, que ayuda a reducir el
sobreajuste del modelo. Ademas, se establecid el
parametro clases como cinco, debido a que este es
el ndmero de categorias del modelo y, por Gltimo,
se utilizo la funcién de activacion softmax en la
Gltima capa, para obtener una salida en forma de
probabilidades.

las dltimas capas de la arquitectura fueron
reemplazadas por capas personalizadas y adaptadas
al objeto de estudio del proyecto. Al momento del
entrenamiento, se defini6 una taza inicial de
aprendizaje de 0.001 (1x10-3) para tres épocas.
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Se realizaron entonces, dos entrenamientos
posteriores en base al modelo obtenido, con un
método  progresivo, que consistia en ir
descongelando poco a poco capas de la arquitectura
y a la vez, reduciendo la taza de aprendizaje. Para
el segundo entrenamiento la taza de aprendizaje se
defini6 en 0.0001 (1x10—4), y se descongelaron los
tres blogues convolucionales superiores de la
arquitectura (doce capas), es decir, se volvieron
entrenables. Se manejaron los mismos pardmetros
que en el caso anterior para diez épocas.

Finalmente, en el tercer entrenamiento se realizo el
mismo proceso, esta vez, descongelando todas las
capas, se hizo entrenable toda la red, y se utilizd
una taza de aprendizaje de 0.00001 (1x10-5), en
setenta épocas.

4. RESULTADOS OBTENIDOS

Para el modelo final de la red seleccionada, se
obtuvo la siguiente matriz de confusion (Figura 4).
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Figura 4. Matriz de confusion VGG16
Ademas, se tuvieron en cuenta, seis métricas de
evaluacién para la red neuronal, cuyos resultados
se observan en la Tabla 4.

Tabla 4. Métricas de evaluacion VGG16

Training Validation
Accuracy 0.8703 0.8278
AUC 0.9838 0.9773
Loss 0.3462 0.4492
Precision 0.9011 0.8485
Recall 0.8385 0.8037
F1-score 0.8683 0.8262
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Nota. Fuente propia.

5. CONCLUSION

El proyecto descrito permite observar que el mejor
modelo se obtuvo con la red VGG16 tomando
como parametros discriminatorios la complejidad
computacional. ~ Ademés, la  metodologia
implementada en el entrenamiento de la red resulté
eficiente para la optimizacion de las métricas de
evaluacion a medida que aumentaban las
iteraciones del entrenamiento. Encontrando asi, que
para el tercer entrenamiento implementando
transferencia de aprendizaje y seleccionando 1x10°
5> como tasa de aprendizaje se obtuvieron las
mejores métricas de desempefio: AUC 0.9838 para
training y 0.9773 en validation. Ademas, se
evidencié que el método implementado para el
aumento de datos y el balanceo del dataset fue
eficiente presentando imagenes sintéticas que
aportaron correctamente al proyecto.

Otro punto importante de la investigacion fue
evidenciar la importancia que conlleva tener un
pleno conocimiento del dataset que se esta
manejando y tener un real balance en el nimero de
los datos de cada clase para evitar problemas
comunes como overfitting y underfitting. Una
buena solucién para este tipo de problemas es la
aplicacion de funciones de regularizacion de los
datos (Ej.: dropout), asi como hacer uso del
transfer learning que es de gran ayuda en la
construccion de los modelos, y aporta a obtener
mejores resultados evitando en parte problemas de
sobre ajuste. En esta investigacion se aplico tres
veces esta técnica, con el objetivo que el modelo
aprendiera cada vez mejor de si mismo. Se
recomienda, mantener un ndmero equitativo de los
datos, asi como realizar una estratificacion de los
mismos al momento de entrenar la red, para que el
modelo pueda aprender sin sesgo o preferencia por
alguna categoria.

Cabe resaltar, que se pudo haber construido un
sistema de clasificacion binaria, es decir clasificar
los casos Gnicamente como benignos o malignos, y
esto habria generado resultados incluso mas altos
en el rendimiento del sistema. Sin embargo, se
quiso desarrollar un modelo capaz de identificar el
céncer en su etapa temprana, por lo que fue
necesario la implementacion de nuevas clases en la
arquitectura. Se habla entonces, de las
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microcalcificaciones, las cuales al igual que los
noédulos se dividieron en malignas y benignas. El
hallazgo del cancer en esta fase trae ventajas al
paciente pues le permite iniciar el tratamiento de la
enfermedad justo a tiempo. Esto genera también
una optimizacion mayor en la labor de los
radiologos ya que las microcalcificaciones traen en
ocasiones complicaciones para identificarse a
simple vista. Ademas, se decidi6 afiadir la clase
“normal” puesto que, el tejido mamario comun por
su densidad puede llegar confundirse con la
existencia de nédulos mamarios.
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