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Resumen: La ciencia de la meteorologia genera importantes predicciones sobre los
fendmenos que ocurren dia a dia en la atmosfera y que son de gran importancia para las
actividades humanas como la agricultura, la sostenibilidad de los ecosistemas y el analisis
climatico. Con este Proyecto, se busca crear un sistema predictivo de precipitacién
atmosférica que trabaja con técnicas de Machine Learning haciendo uso de datos
recolectados del monitoreo climatico sobre el municipio de Aquitania en el departamento
de Boyaca. Para generar este sistema predictivo de precipitacion atmosférica, se utilizan los
recursos de IBM Watson y la herramienta para la creacion de cddigo en Python: Jupyter
Notebook. El algoritmo es entrenado empleando un conjunto de datos que contiene 35 afios
de informacion meteoroldgica tomados de la vereda Hoya La Manzana. El proceso
desarrollado inicia con el refinamiento y limpieza del conjunto de datos, a continuacion, la
creacion del modelo de entrenamiento con el 80% del dataset para proceder con la prueba
del algoritmo empleando el 20% restante y finaliza con el analisis de los resultados
obtenidos en la implementacion del sistema predictivo apoyandose en métricas de
evaluacion tales como precision, exactitud, sensibilidad del sistema, las cuales permiten
observar las variaciones en el desempefio de cada uno de los modelos. Se consiguié una
precision de casi el 96% con el algoritmo fundamentado en Arboles de decision, siendo
este un posible punto de partida para la construccion de una herramienta de alta eficiencia
que permita a los agricultores aumentar la productividad de la tierra, anticipandose a los
posibles cambios climéaticos que puedan afectar la salud y el desarrollo de sus cultivos.

Palabras Clave: Aumento de Gradiente, Precipitacién Ambiental, Python, IBM Watson,
Meteorologia, Aprendizaje automatico.
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Abstract: The science of meteorology generates important predictions about the
phenomena, which occur in the atmosphere every day and have a great importance in
human activities such as agriculture, the sustainability of ecosystems and climate analysis.
This project seeks to create a predictive system for atmospheric precipitation, which works
with Machine Learning techniques using data collected from climate monitoring over
Aquitania, a town in Boyaca department. To generate this classifier algorithm, the resources
of IBM Watson and the tool to create the code in Python: Jupyter Notebook. The algorithm
is trained using a dataset, which contains 35 years of meteorological information taken from
the settlement Hoya La Manzana. The process developed begins with the refinement and
cleaning of the dataset, then, the creation of the training model with 80% of the dataset to
proceed with the algorithm test using the remaining 20% and finishes with the analysis of
the results obtained in the predictive system implementation relying on evaluation metrics
such as precision, accuracy, sensitivity of the system, which allow identifying the variations
in performance of each model. An accuracy of almost 96% was achieved with the algorithm
based on Decision Trees, this being a possible starting point for the construction of a high-
efficiency tool that allows farmers to increase the productivity of the land, anticipating
possible climatic changes, which may affect their health and the development of their crops.

Keywords: Gradient Boost, Environmental Precipitation, Python, IBM Watson,

Meteorology, Machine Learning.

1. INTRODUCCION

La meteorologia es una disciplina que estudia y
predice los diferentes fendmenos que ocurren en la
atmosfera (Wardah et al., 2008), y proporciona
importantes  predicciones diarias Utiles para
diferentes actividades humanas como: la agricultura
(Lu et al., 2017), aeronautica (Kok et al., 2015),
navegacion (Bosy et al., 2010), actividades militares
(Rozenstein & Karnieli, 2011), prediccion de
enfermedades (Ma et al., 2020) y prevencién de
incendios (Gongalves et al., 2006). Las estaciones
meteoroldgicas estdn formadas por instrumentos
que miden, registran y comparten informacion sobre
diversos factores como: temperatura, humedad,
presion atmosférica, etc., y, posteriormente, realizan
registros y los comparten con otras estaciones
(Colston et al., 2018). Para generar previsiones
atmosféricas precisas, es importante disponer de un
nimero considerable de estaciones distribuidas por
todo el territorio. Cuando se consulta la base de
datos IDEAM (Sotelo et al., 2020), se evidencia que
en el departamento de Boyacd muchas estaciones no
estan en funcionamiento o no suministran el 100%
de la informacion necesaria para crear un modelo
que alerte a las poblaciones propensas a sufrir
catdstrofes ambientales. Por esta razon, esta
investigacion se orienta al disefio de un algoritmo de
prediccion que permita saber si lloverd o no,
utilizando un conjunto de datos que contiene 35
afios de informacién meteorolégica sobre radiacion
solar, temperatura y humedad relativa sobre el
asentamiento La Hoya en Aquitania, Boyaca.
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A continuacidn, se presentan algunas referencias al
estado de la técnica relacionado con los sistemas
predictivos para el anélisis de datos meteoroldgicos:

F. Riabani.,, W. Garcia. y J. Herrera. (Riabani
Mercado et al.,, 2016) implementaron una red
neuronal entrenada con el algoritmo propuesto por
Huang para predecir heladas meteorolégicas en el
departamento de Cochabamba en Bolivia.

En China, G. Chen., S. Li. Y L. Knibbs. (Chen et al.,
2018), utilizando datos sobre el espesor 6ptico de los
aerosoles, la meteorologia y otros factores de
prediccion, elaboraron un modelo de bosque
aleatorio y dos modelos de regresion tradicionales
para estimar las concentraciones de PM2,5 a nivel
del suelo.

H. Han., S. Lee. y M. Kim. (Han et al., 2015)
crearon un algoritmo oficial para la deteccion de la
iniciacion de nubes convectivas sobre el noreste de
Asia, utilizando informacién del generador de
imagenes meteoroldgicas y datos del satélite
COMSL. Se basaron en tres enfoques de aprendizaje
automatico: arboles de decision, bosques aleatorios
y méquinas de vectores de apoyo con el fin de
mitigar los dafios causados por los peligros de
iniciacion convectiva.

2. MATERIALES Y METODOS

Los recursos de IBM Watson y la codificacion en
Python se utilizan para crear el algoritmo
clasificador con el fin de comparar el rendimiento
de estos dos servicios.
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2.1 Algoritmo clasificador mediante 1BM

Watson

IBM Watson es una plataforma de Inteligencia
Artificial con una coleccién de servicios y
habilidades que incluye Machine Learning. La
Figura 1 presenta el esquema general de
implementacion; para el caso de estudio, se utilizo
un algoritmo clasificador Gradient Augmentation
sobre la aplicacion generada llamada Rain Alert.

@

WATSON WACHINE
LEARNING GRADIENT BODSTING CLASIFIER

Fig. 1. Esquema general, aplicacion del algoritmo
con IBM Watson

Inicialmente, con el servicio IBM Watson Studio, se
refina el conjunto de datos original y se normalizan
todos los datos. Esto permite que los atributos
tengan el mismo peso cuando se crea el algoritmo.
A continuacion, con el servicio AutoAl, se
construye e implementa el modelo de aprendizaje.
Realiza autométicamente la seleccion de los
modelos que mejor se ajustan a los datos. El usuario
de este servicio debe proporcionar un conjunto de
datos en formato .csv e indicar el atributo a predecir
y, a continuacién, desplegar el modelo
seleccionado. Opcionalmente, el usuario puede
intervenir en el proceso de AutoAl durante la
seleccion de: la métrica de optimizacién, los
algoritmos a ejecutar, la cantidad de datos asignados
para entrenamiento y prueba, asi como, el valor
asociado al resultado positivo. Tras aplicar las
modificaciones anteriores, se crea el modelo de
entrenamiento 'y se muestra el modelo de
construccién para cada canalizacién, tal y como se
muestra en la Figura 2.

AutoAl

Generate and rank  Save and deploy

Prepare data model pipelines amodel

Select model type

Selection of the best
algorithm for the data

Feature type detection

Missing valuos
imputation

Hyper-parameter
optimization (HPO)

Optimized feature

Feature encoding and MEesing

scaling

Fig. 2. Proceso AutoAl. (IBM's AutoAl at Work:
Dos aplicaciones reales | por Alvaro Corrales
Cano | Garaje IBM | Medio, n.d.)

Al final de este paso, se crea una tabla (Fig. 3) en la
que se clasifica cada cadena de procesos en funcion
de la precision de la métrica de evaluacion. Como
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puede observarse, el algoritmo que mejor se ajusta
al conjunto de datos es el clasificador de refuerzo de
gradiente.

Clasific.. T Nombre Algoritmo Precisidn (Optimiza...  Meforas

0.927 CLEEa S

0.927 HPO-1 FE  HPO2

Clasificador de aumenta de gradiente 0.926 Ninguno
mento de gradiente 0926 P01
sificador de drboles adicionale 0.917 Ninguno
0.917 HPO-1

A zimereones | Clasiticador de &

7 Yinterconesiu.

cionales 0917 CLEEaS

8  Gimsreonexi. l Clasificador de arboles adizionales 0.517 HPo-2

Fig. 3. Clasificacion de los conductos generados

FE o HPOZ

Este algoritmo clasificador de refuerzo de gradiente
se utiliza para la clasificacién y la regresion. Se basa
en la combinacion de modelos predictivos débiles,
que suelen ser Arboles de Decision, para crear un
modelo predictivo fuerte. La generacién de arboles
de decision débiles se realiza de forma secuencial,
cada arbol se crea de tal forma que corrige los
errores del &rbol anterior (Natekin & Knoll, 2013).
Uno de los parametros de este tipo de argumentos es
la tasa de aprendizaje que controla el grado de
mejora del arbol respecto al anterior.

La ecuacion (1) (Friedman, 2001) es la expresion
matematica de este algoritmo, donde ¥ es la
prediccion a optimizar. Para ello se crea una funcion
objetivo basada en el error cuadratico que hay que
minimizar.

n

.(t ~(t
obj¥=>"1(y,37)
i=1
Teniendo en cuenta todas las ventajas de este

algoritmo clasificador, se implementa en Jupyter
Notebook siguiendo la topologia de scikit-learn.

2.2 Algoritmo clasificador en Python

En los scripts de Jupyter Notebook, se replica el
algoritmo clasificador de incremento de gradiente y
también se implementa el algoritmo de arbol de
decision simple con el fin de realizar una
comparacion entre ambos utilizando las diferentes
métricas de evaluacion. Para este conjunto de datos,
se realiza una limpieza y organizacion previa de los
datos, eliminando algunas variables como fecha,
latitud y longitud. Con las variables de temperaturas
maximas y minimas de cada dia se calcula un valor
medio que se almacena en la variable 'Min
Termperature' y se define también la variable
'Precipitation’ como parametro a clasificar. La figura
4 muestra una seccion del conjunto de datos
modificado.
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Min Temperature Solar Wind Relative Humidity Precipitation
12.2055 16.043057 2.128112 0.820475 True
12.6995 23784239 2.249125 0.784151 False
12.5330 26.742218 2.205755 0.738471 False
11.5445 23773327 2110489 0.752569 True
11.7230 27595187 2.501989 0.619903 False

Fig. 4. Encabezado del conjunto de datos
modificado

Con esta informacién es posible separar las
variables independientes (Min Temperature, Solar,
Wind, Relative Humidity) de la variable
dependiente (Precipitation). Ademas, el 80% del
conjunto de datos se define para el entrenamiento
del algoritmo y el 20% para la prueba del algoritmo.
El proceso de esta division de datos se ilustra en la
Figura 5.

A
o

e importa el dataset arreglado
= pd.read_csv("NuevoClima3.c
df = df.iloc[@:,1:6]

#se asigna La variable precipitacion, como La variable independiente

X = cdf.iloc[@:,0:4]

¥ = cdf.Precipitation

X_train, X_test, y_train, y_test = train_test_split(X, Y, test_size-0.2)
X.head()
#Tamario de Los d
print ('Train se
print ('Test set

Ao
“hL

os de entrenomiento y los datos de prueba
, X_train.shape, y_train.shape)
, X_test.shape, y_test.shape)

Fig. 5. Divisién de datos

Utilizando las distintas herramientas de la biblioteca
scikit-learn, se llaman las  funciones
'‘DecisionTreeClassifier' y 'XGBClassifier' para
entrenar los modelos y se utiliza el comando
“predict” para probarlos (Fig. 6).

#Arboles de decisidn

from sklearn.tree import DecisionTreeClassifier
from xghoost import XGBClassifier

algoritmol = DecisionTreeClassifier(criterion = "entropy’)
algoritmo=XGBClassifier()

#Entrenamiento el modelo

algoritmo.fit(X_train, y_train)
algoritmol.fit(X_train, y_train)

#prediccidn

y_pred = algoritmo.predict(X_test)
y_met=algoritmo.score(X_train,y_train)

y_predl = algoritmol.predict(X_test)
y_metl=algoritmol.score(X_train,y_train)

Fig. 6. Entrenamiento y prueba de algoritmos
3. RESULTADOS
3.1 Algoritmo de clasificacion con IBM Watson

Una vez seleccionado el algoritmo que mejor se
ajusta a los requisitos, se despliega y se prueba,
como se muestra en la figura 7a. A la izquierda se
introduce la informacion correspondiente a las
variables independientes y, al pulsar sobre la casilla
de prediccidn, se aplica el algoritmo de clasificacion
y se obtiene el resultado de la derecha. En el caso de
la figura 7a, se obtiene una respuesta positiva
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(Valores=1), lo que indica que con estos pardmetros
existe un 98% de probabilidad de precipitacion. En
contraste con el resultado obtenido en la figura 7b,
donde hay un 70% de probabilidad de que no llueva.

Enter input data =p Enterinput data

= =

a b
Fig. 7. Sistema de prediccién de precipitaciones
(a) Resultado positivo (b) Resultado negativo.

Como puede observarse, en el grafico de la curva
ROC (Fig. 8), la relacion entre la proporcion de
resultados positivos correctamente predichos frente
a la proporcién de resultados negativos falsamente
predichos como positivos, indica un alto nivel de
rendimiento del modelo y queda corroborado por el
valor del area bajo la curva, que se refiere al 95,7%
de predicciones correctas.

1 OO0 ————————90
-

Fig. 8. Curva ROC

Ademaés, se determinaron algunas métricas de
evaluacién del algoritmo para corroborar el
rendimiento (Tabla 1).

Tabla 1: Métricas de evaluacion del algoritmo.

Métrica de evaluacion  Puntaje
Precision 0.927
Recall 0.970
ROC AUC 0.957
F1 0.959

3.2 Algoritmo clasificador en Python

Para cada algoritmo se generé la matriz de
confusién, que permite comparar la cantidad de
datos que fueron clasificados correctamente y
también observar las variaciones de cada una de las
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métricas de evaluacion de los modelos. Las Figuras
9 y 10 presentan las matrices de confusion de los
algoritmos XG Boost y Arbol de Decision.

Matriz de confusion XGBoost

2000
1750
Uuvia

1500
1250

1000

750

No Lluvia lH5) 2

250

@ @
o S
®

Fig. 9. Matriz de confusion para XG Boost

Matriz de confusién DSTree

2000

1750

Lluvia TER]

1500
1250

1000

No Lluvia 124 a1

2 3
i &5
3
\3§ )
-

Fig. 10. Matriz de confusion para el arbol de
decision.

Para el algoritmo clasificador desarrollado
utilizando Python, se calcularon las métricas de
evaluacion de cada modelo utilizando la libreria
'sklearn.metrics', a partir de las cuales se obtuvieron
los resultados presentados en la Tabla 2.

Table 2: Algorithm evaluation metrics

Meétrica de XG Boost DS Arbol
evaluacion
Precision 0.941609 0.944987
Exactitud 0.914935 0.901078
Sensibilidad 0.961997 0.941228
F1 Puntaje 0.951694 0.943104

Utilizando Matplotlib, algunas de estas métricas
pueden visualizarse graficamente. La curva ROC
(Fig. 11) representa la relacion entre la sensibilidad
y la tasa de falsos positivos.

10 Receiver Operating Characteristic

06 -

04 -

True Positive Rate
\

0.2 - —— XGBoost = 0.95
- —— DSTree = 0.79
- === Mo Skill

0.0 0z 04 0.6 0.8 10
False Positive Rate

Fig. 11. Curva ROC.
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Precision vs Recall

==~ No Skill
—— XGBoost
—=— DSTree

Precision

Recall

Fig. 12. Curva PR.

También se realiz6 el grafico de la relacion entre la
precision y la sensibilidad de los modelos (Fig. 12).
Se puede decir que estas dos métricas son
inversamente proporcionales, si el modelo es muy
sensible y predice muchos datos como lluvia, el
error aumentara. Sin embargo, si la precision se
incrementa cerca del 100%, el modelo aumentara la
cantidad de Falsos Negativos, lo que a su vez
disminuiria el recall. El objetivo de este grafico es
gue esté lo mas cerca posible de la esquina superior
derecha, donde ambas variables tienen su valor
maximo.
4. CONCLUSIONES

En ambos algoritmos, el desequilibrio de los datos
es evidente, por lo que la curva ROC no resulta muy
atil. En este caso, la curva PR proporciona
informacion mas asertiva sobre la precision del
modelo. En el caso del clasificador XG Boost, se
obtiene una mayor precision y una curva mas suave
que la del arbol de decision simple. Se debe a la
variabilidad en el porcentaje de probabilidad de que
un dato predicho sea 1 o0 0, que en el caso del arbol
de decisién es una constante (0,94).

Con el algoritmo basado en Arboles de Decision se
alcanz6 una precisién cercana al 96%. Siendo este,
un posible punto de partida para la construccion de
una herramienta altamente eficiente que permita a
los agricultores aumentar la productividad de la
tierra, anticipandose a posibles cambios climéaticos
que puedan afectar a la salud y el trabajo en sus
cultivos.

El algoritmo clasificador de aumento de gradiente
genera una disminucion de los falsos negativos, pero
un aumento de los falsos positivos, como se ve en la
figura 12. Los dos modelos tienen una precision
cercana, pero el aumento de gradiente proporciona
una mayor sensibilidad.

Utilizar la herramienta de aprendizaje automatico de
Watson Studio supuso una gran ventaja para
identificar el algoritmo que mejor se ajustaba a las
caracteristicas del conjunto de datos. Ademas, es un
servicio accesible y facil de usar, lo que permite que
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trabajadores de campo o entidades gubernamentales
locales, especificamente de Aquitania, puedan
utilizarlo. Este es un gran paso adelante en la
apropiacion de la tecnologia en los procesos
agricolas.

Por Gltimo, cabe aclarar que, si bien es un tema
importante, llevaria tiempo desarrollarlo a gran
escala. Esto representa una invitacion para que este
tipo de investigaciones continlen e incorporen
informacion diversa como: qué es mas apropiado
sembrar dependiendo de las condiciones climaticas,
registros de siembra, floracién y control del cultivo
y otros.
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